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摘　要　　针对应用深度学习方法对数字调制信号进行解调时过采样要求较高的问题，设计低过采样的多尺度
一维卷积神经网络数字解调器。该解调器可以在与传统解调器相同的过采样条件下，对 ＢＰＳＫ、４ＱＡＭ、８ＱＡＭ、
１６ＱＡＭ四种数字调制信号进行解调，并能保证传统解调方法相同的误码性能。仿真结果表明，在高斯和 Ｒａｙ
ｌｅｉｇｈ衰落信道下，给出的数字调制信号解调器可以在保证解调误码性能的同时，减少了对采样倍数的要求，降低
了神经网络结构的复杂性。
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０　引　言

传统通信系统中，接收机在对多种数字调制信号

进行解调时，需要设计实现不同的解调模块，使得需要

设计的硬件电路变得十分复杂。机器学习为此提供了

一种智能的解决方案，针对不同的调制方式，通过更换

不同的网络参数，可以实现在一个解调模块下对多种

调制信号进行解调。

基于机器学习方法在调制解调上的研究主要分为

两类：一类是基于人工神经网络（ＡｒｔｉｆｉｃｉａｌＮｅｕｒａｌＮｅｔ
ｗｏｒｋ，ＡＮＮ）、概率神经网络（ＰｒｏｂａｂｉｌｉｓｔｉｃＮｅｕｒａｌＮｅｔ
ｗｏｒｋ，ＰＮＮ）的浅层学习方法。基于人工神经网络，Ｌｉ
等［１］设计了 ＦＳＫ信号解调器；Ａｈｍｅｄ等［２］实现了对

１６ＱＡＭ信号的解调。基于概率神经网络，Ａｍｉｎｉ等［３］

设计了一种高信噪比条件下的多信号解调器。基于浅

层学习的神经网络解调器，与传统方法相比，无须对通

信信号进行低通与匹配滤波，抽样判决处理，提高了通

信系统的抗干扰能力，能直接将原始信号转化为比特

流，但是受到计算单元的限制，对复杂函数的表达能力
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有限，解调的误码性能并不理想。另一类是基于深度

学习方法。吴乐南等［４－５］提出一种深度置信网络

（ＤｅｅｐＢｅｌｉｅｆＮｅｔｗｏｒｋ，ＤＢＮ）解调器，实现了ＢＰＳＫ信号
在短距离多径信道和瑞利衰落信道下的解调。Ｌｉｎ
等［６］提出了一种深度卷积神经网络（ＤＣＮＮ）解调器，
实现了对 ＢＡＳＫ、ＢＰＳＫ和 ＰＦＳＫ三种二进制信号的解
调。吴添等［７］结合卷积神经网络提取局部特征和循环

神经网络对时序序列建模的能力，提出了一种并联混

合（ＳｉｇＮｅｔ）解调器，实现了 ＢＰＳＫ、ＢＦＳＫ、１６ＱＡＭ信号
在高斯和瑞利衰落信道下的解调。吴珍珍等［８］提出了

一种Ｋ近邻自适应增强（ＡｄａｐｔｉｖｅＢｏｏｓｔｉｎｇ，ＡｄａＢｏｏｓｔ）
解调器，针对实际接收平台接收的ＢＰＳＫ和ＭＱＡＭ信
号进行解调，在过采样倍数分别为１０、２０、４０、８０时进
行实验，解调的误码率性能随着采样倍数的增加而逐

渐提升。基于深度学习方法的神经网络解调器与浅层

学习相比，误码率性能得到了极大的提升，能够逼近理

论误码率曲线，针对不同调制信号的解调具有更强的

泛化能力。

学者们应用深度学习在数字信号调制解调中做了

许多工作，但是存在以下两个问题：一是为了有效果的

提取信号的幅度、相位特征，往往需要几十甚至上百的

过采样，对硬件设备和信号处理的能力提出了较大的

需求；二是深度学习网络结构复杂，需要漫长的拟合时

长，对网络的参数进行调整。

针对上诉问题，本文提出一种适用于低过采样数

字调制信号的多尺度一维卷积神经网络解调器。该解

调器将ＩＱ两路信号串联拼接成一维时序序列，利用一
维卷积神经网络对时序序列的检测能力，提取出低维

序列中的幅度相位特征，降低了对采样倍数的要求；同

时应用多尺度卷积神经网络结构，在计算量不显著提

升的前提下增加了神经网络的宽度，增强了网络提取

映射特征的能力，最终通过全连接层将学到的特征映

射到对应的样本空间，实现了在低过采样条件下对

ＢＰＳＫ和ＭＱＡＭ信号的解调。

１　神经网络解调器模型

图１为神经网络解调模型。该解调模型中的解调
系统由预训练参数选择模块和数字信号解调器模块两

部分组成。其中，预训练参数选择模块针对不同调制

信号解调的参数在离线时通过不同信号数据训练而

成。在实时通信时，预训练参数选择模块根据调制信

号识别模块的输出，将相应调制方式的参数载入至数

字信号解调器，解调器在载入参数后对输入信号进行

实时解调输出。如上所述，本方案实现了在一个解调

模块下对多种调制信号进行解调。

图１　神经网络解调模型

２　适用于低过采样下解调的多尺度一
维卷积神经网络

　　本文利用一维卷积神经网络对时序序列检测分析
的能力，借鉴Ｉｎｃｅｐｔｉｏｎ［９］架构对提取特征增强的能力，
建立了适用于低过采样倍速的多尺度一维卷积神经网

络。网络如图２所示，由两部分组成：第一部分为并联
卷积层，第二部分为全连接层和分类器。

图２　多尺度一维卷积神经网络

本文网络的输入层为 ＩＱ两路时域信号的原始数
据，８×１代表每一个样本的数据矩形，由每个符号采
样４个采样点串联转化而成。首先将数据填０对齐后
输入到并联卷积层。并联卷积层由并联一维卷积层和

池化层组成。并联一维卷积层模型由图３所示，由三
层不同卷积核尺寸的一维卷积神经网络并联拼接而

成。数据输入至并联一维卷积层，分别由２个寸尺为
１×１、１×３、１×５的卷积核与输入进行卷积，充分提取
出信号的时序特征。采用不同尺寸的卷积核并联的目

的是为了让不同尺寸的感受野获取更为丰富的特征映

射，拼接的目的是为了使不同尺度的特征融合。

并联一维卷积层借鉴了 Ｉｎｃｅｐｔｉｏｎ架构的思想，试
图使用一个密集组件来代替最佳局部稀疏矩阵。当前

版本的Ｉｎｃｅｐｔｉｏｎ架构仅限于在二维神经网络中使用。
本文输入的数据为一维时序序列，将Ｉｎｃｅｐｔｉｏｎ架构中
的二维卷积神经网络改为与之相匹配的一维卷积网络，

将１×１、３×３和５×５的滤波器更改为将１×１、１×３
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和１×５的滤波器进行拼接并剪去了并联的池化层。

图３　并联一维卷积层模型

在一维卷积神经网络中，使用一维数组作为卷积

核。在向前传播的过程中，调整维度与卷积和相匹配。

当前卷积层ｌ输出表示为：
ｘｌｊ＝ｆ∑

ｉ∈Ｍ
（ｘｌ－１ｉ ｋ

ｌ
ｉｊ）＋ｂ[ ]ｌｊ （１）

式中：ｘｌｊ表示为当前层（ｌ层）的第 ｊ个神经元的输出特

征映射；ｘｌ－１ｉ 表示上一层的输出特征映射；∑
ｉ∈Ｍ
表示遍

历输入特征映射；ｋｌｉｊ表示第 ｌ－１层的第 ｉ个神经元到
第ｌ层的ｊ个神经元的卷积核；ｂｌｊ表示第 ｊ层的标准偏
差；ｆ为激活函数。

将并联一维卷积层输出输入至池化层。池化层作

为子采样层，在特征进行压缩的同时，可以保证映射不

变性。为了避免局部特征对分类结果造成偏差，选择

使用均值池化（ａｖｅｒａｇｅｐｏｏｌｉｎｇ）作为池化方式。均值
池化可以表示为：

ｙｌｉ＝ａｖｅｒａｇｅｐｏｏｌｉｎｇ（ｘ
ｌ－１
ｉ ，ｓｓｃａｌｅ，ｓｓｔｒｉｄｅ） （２）

式中：ｙｌｉ为当前层 ｌ的第 ｉ个神经元的输出；ａｖｅｒａｇｅ
ｐｏｏｌｉｎｇ（·）为下采样函数，取上一层在一定范围内输出
的均值；ｓｓｃａｌｅ为池化的尺寸；ｓｓｔｒｉｄｅ表示池化的步长。

第二部分，将并联卷积层部分学到的特征映射输

出至全连接层和输出层。全连接层的作用是将学到的

分布式特征表示映射到对应的样本空间。全连接层第

一层的节点数是５０，第二层的节点数定义为 Ｎ。Ｎ随
分类调制信号的不同做相应改变。当解调信号为

４ＱＡＭ时，Ｎ为４；当解调信号为８ＱＡＭ时，Ｎ为８；即采
用ｏｎｅｈｏｔ编码［１０］，需要保证最后一层的节点数和分

类的种类保持一致。分类器选择 Ａｄｍａ作为优化算
法，以降低函数为目标进行训练。使用Ｓｏｆｔｍａｘ作为分
类器，在概率向量中索引最大的熵值作为分类结果。

３　仿真与性能分析

３．１　高斯信道下解调性能分析
针对ＢＰＳＫ、４ＱＡＭ、８ＱＡＭ、１６ＱＡＭ四种调制信号

在高斯白噪声信道下解调进行性能分析。仿真设置

Ｅｂ／Ｎ０为－６ｄＢ～１０ｄＢ，每次增加１ｄＢ，在每个Ｅｂ／Ｎ０

下随机产生１×１０６个符号，利用矩形脉冲成形进行４
倍的过采样。每一种调制方式有１７×１０６×４＝６８Ｍｂｉｔｓ
数据。在接收机噪声建模中，采用加性高斯白噪声

（ＡＷＧＮ），并将噪声加到整个信号中。数据集随机分为
两部分，其中一半用于训练和验证，另一半用于测试。

图４显示了多尺度一维卷积解调器与最佳接收机对四
种不同调制信号在高斯白噪声信道下解调的误码性能。

图４　四种调制信号在高斯白噪声信道下的误码性能

测试结果表明，所提出的多尺度一维卷积神经网

络解调器对四种调制信号的解调误码性能均逼近最佳

接受机，该解调器针对不同调制方案具有较强的泛化

能力。

３．２　瑞利衰落信道下解调性能分析
针对ＢＰＳＫ、４ＱＡＭ、８ＱＡＭ、１６ＱＡＭ四种调制信号

在瑞利衰落信道下解调进行性能分析。在信道模型

中，采用３条多径延迟的瑞利衰落信道模型，最大多普
勒频移频率为１００Ｈｚ。在接收端获得的数据经过理想
的信道估计，此外数据的生成方式与 ＡＷＧＮ信道相
同。图５显示了多尺度一维卷积神经网络解调器与最
佳接收机对四种不同调制信号在瑞利衰落信道下解调

的误码性能。

图５　四种调制信号在瑞利衰落信道下的误码性能
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测试结果表明，所提出的多尺度一维卷积网络解

调器方案在瑞利衰落通道下，仍然能逼近理论的误码

率曲线，该解调器针对不同的信道模型具有较强的泛

化能力。

３．３　模型结构与参数分析
在这一部分中，分析模型参数对解调性能的影响。

实验采用１６ＱＡＭ作为调制信号，在高斯白噪声中进行
实验，本结论同样适用于其他调制方案。

本文借鉴Ｉｎｃｅｐｔｉｏｎ网络，使用不同卷积核尺寸的
一维卷积网络并联提取更丰富的特征，而经典卷积神

经网络结构是由两组交替的卷积层和池化层串联构

成。为讨论不同卷积神经网络网络结构对解调性能的

影响，固定滤波器数量为 ２，保持全连接层节点数不
变，在不同的网络结构和卷积核参数设置下进行实验，

实验的网络结构和参数设置如表１所示。实验结果由
图６可知，按照经典卷积神经网络搭建的串联模型和
单层神经网络搭建的单层模型解调的误码率性并不理

想，并联结构的神经网络模型具有更有的性能，随着并

联层数的增加性能逐渐提升，增加到三层时误码性能

最佳。

表１　卷积神经网络网络结构及卷积核参数设置

模型编号 网络结构 卷积核大小

１ 单层 １×１

２ 串联 １×１，１×３

３ 并联 １×１，１×３

４ 并联 １×１，１×３，１×５

５ 并联 １×１，１×３，１×５，１×７

图６　不同网络结构的一维卷积神经网络解调器的误码性能

在卷积神经网络中，卷积核数量的增加能提取更

多的映射特征，但当超过某个临界指后则只会徒劳的

增加模型的复杂程度。为分析滤波器数量对解调性能

的影响，固定多尺度一维卷积网络解调器中其他网络

结构，在２～３０之间改变卷积核的数量，在实验环境相
同的条件下进行模型的训练和测试。图７显示了卷积
核数量对多尺度一维卷积神经网络解调器解调性能的

影响。

图７　滤波器数量对多尺度一维卷积神经网络
解调器解调性能的影响

实验结果表明，随着卷积核数量的增加，解调模型

性能保持在相对持平的水平，这意味着多尺度一维卷

积神经网络解调网络不需要太多的滤波器来提取足够

的特征，在训练的过程的不需要对过多的参数进行

调整。

３．４　不同神经网络解调器解调性能对比分析
本文所提出的多尺度一维卷积神经网络解调器与

已有文献［６］和文献［７］两种神经网络解调器进行复
杂度和误码率性能比较。仿真采用 ＢＰＳＫ调制信号，
在高斯信道下对几种神经网络的参数及解调性能进行

了对比分析。

表２　三种深度神经网络复杂度与误码性能比较

网络模型
ｍｕｌｔｌｓａｃｌｅ
１ＤＣＮＮ ＤＣＮＮ ＳｉｇＮｅｔ

参数数量 ２５０５ １０７０２６ ２０５８８４５

过采样倍数 ４ ２０ １００

不同信

噪比下

误码率

／ｄＢ

Ｅｂ／Ｎ０＝０ ０．０７８８０ ０．０７９２０ ０．０７８６０

Ｅｂ／Ｎ０＝５ ０．００６２０ ０．００６４０ ０．００６１０

Ｅｂ／Ｎ０＝８ ０．０００８２ ０．０００８３ ０．０００８１

由表２可知，本文方法与另外２种神经网络解调

器在不同信噪比环境的 Ｅｂ／Ｎ０上误码性基本保持一
致，在此基础上，极大地降低了网络的复杂度，减少了

对过采用倍数的要求。这是由于一维卷积网络卷积核

为一维数，而二维卷积网络卷积核为矩阵，使得参数数

量有所减少；其次本文所需要的滤波器数量和全连接

层节点数远少于另外二种神经网络解调器；另外本文
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借鉴Ｉｎｃｅｐｔｉｏｎ架构造了多尺度卷积神经网络结构在
计算量不显著提升的前提下增加了神经网络的宽度，

减少了对神经网络深度的要求。

４　结　语

本文在低过采样下对多种数字调制信号在一个解

调模型下解调进行研究。本文利用了多尺度网络结构

构建并联一维卷积层提取低维时序序列中的幅度相位

特征，全连接层处理提取出来的特征，设计了适应于低

过采用倍数下的数字信号解调器，并验证了解调器对

ＢＰＳＫ、４ＱＡＭ、８ＱＡＭ、１６ＱＡＭ四种数字调制信号在高
斯和瑞利衰落信道下解调的误码性能。相较于已有深

度学习解调方法，本文方法在保证解调性能同时，降低

了网络的复杂度，减少了对采样倍数的要求。另外本

文方法所需过采样倍数与传统解调器相同，理论上能

直接嵌入到现代通信系统当中，具有一定的实际应用

价值。
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