
第４２卷第３期　　　 计算机应用与软件 Ｖｏｌ４２Ｎｏ．３
２０２５年３月　　 ＣｏｍｐｕｔｅｒＡｐｐｌｉｃａｔｉｏｎｓａｎｄＳｏｆｔｗａｒｅ Ｍａｒ．２０２５

基于领域知识图谱增强和 ＬａｔｔｉｃｅＬＳＴＭ的中医药命名实体识别
牛天星１，２　郑小盈２，３　祝永新２，３　汪　辉１，２，３

１（上海科技大学信息科学与技术学院　上海 ２０１２１０）
２（中国科学院上海高等研究院　上海 ２０１２１０）

３（中国科学院大学　北京 １０１４０８）

收稿日期：２０２２－０１－２５。国家重点研发计划项目（２０２０ＳＫＡ０１２０２０２）；国家自然科学基金项目（Ｕ２０３２１２５）。牛天星，硕士生，
主研领域：自然语言处理，知识图谱。郑小盈，副研究员。祝永新，研究员。汪辉，研究员。

摘　要　　针对中医药领域命名实体识别任务中，现有的通过构造词典对实体识别模型进行增强的方法中存在
的专业术语发现困难、构造词典效率低下和识别准确率不足等问题，提出一种基于领域知识图谱增强和 Ｌａｔｔｉｃｅ
ＬＳＴＭ的领域命名实体识别模型。通过对已经构建完成的领域图谱使用嵌入算法，将其快速高效地转化为领域词
典，并使用融合多粒度词汇信息的ＬａｔｔｉｃｅＬＳＴＭ将词典中的专业词汇编码到模型的输入中去，从而提高了模型在
领域实体识别任务上的效果。采用中医药数据集进行实验，结果表明，所提模型的Ｆ１值高于传统实体识别模型，
验证了模型的有效性。
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０　引　言

近年来，随着知识图谱技术的发展，各个行业如医

药、金融等都纷纷将领域知识与知识图谱技术深度融

合形成领域知识图谱为行业下游任务进行赋能。而中

医药学作为我国传统文化的瑰宝，包含了大量中医学

理论、处方等知识信息。为了更好地推广与发展中医
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药学，构建中医药知识图谱便显得尤为重要。通过构

建好的中医药领域知识图谱，可以快速进行疾病筛查、

处方开设，辅助医生快速为病人提供科学高效的中医

服务。

在领域知识图谱构建流程中，领域命名实体识别

是最核心的技术之一。命名实体识别是信息抽取下的

核心子任务，旨在从非结构化文本中提取出潜在类型

的实体，为后续关系抽取进行铺垫。例如，在句子“张

三在十月二十日去了北京天安门”中，可以提取到实

体有人名“张三”、时间“十月二十日”和地点“北京天

安门”。再如，在句子“软坚散结，化瘀定痛，个别病人

用药后有轻度头晕、恶心及局部灼痛”中，可以提取到

的实体有中药功效“化瘀定痛”和症状“头晕”、“恶心”

以及“灼痛”。通过对比两个句子可以发现，前者为通

用领域的实体识别，识别的实体大多为常见词汇，而后

者为中医药领域实体识别，其实体相对来说是比较少

见的词汇，且样本数据集数量远小于通用领域数据集。

同时，在领域中会遇到大量专业词汇，非专业人士十分

难以区分，还可能存在嵌套性错误。如在“化瘀定痛”

中，可能将“化瘀”识别为症状而忽略了整体词组为中

药功效。

针对于领域命名实体识别任务中存在的数据集

少、词汇专业性强等问题，越来越多的研究利用知识增

强方法，通过不同方式构造领域词典来对传统命名实

体识别模型进行增强，进而提升通用模型在领域任务

中的效果。例如：Ｚｈａｎｇ等［１］提出的ＬａｔｔｉｃｅＬＳＴＭ模型
能够将输入的字符信息以及输入文本中潜在的所有能

够与词典所匹配的词语信息一同编码输入到模型中，

通过这种构造词典的方式，利用词语知识信息对模型

进行知识增强，降低模型在特定单词识别时产生歧义

的概率，进而提升了识别的准确率；赵耀全等［２］通过利

用新词发现的方法，从大量医疗对话语料中获取了医

疗领域的新词，并通过 Ｗｏｒｄ２Ｖｅｃ算法［３］构建了医疗

领域词典对 ＬａｔｔｉｃｅＬＳＴＭ模型进行增强，解决了原本
ＬａｔｔｉｃｅＬＳＴＭ模型中词典不包含特定领域词汇信息的
问题，验证了领域词汇知识信息对模型增强的有效性。

由于领域词典构造复杂，不论是通过人工标注还

是利用新词发现或主题词发现［４］等算法从大量文本语

料中提取领域词汇，都会耗费较多时间在人工收集、审

核上。这使得构造领域词典的效率变慢，收集到的词

汇信息依赖于文本语料，而且在使用 Ｗｏｒｄ２Ｖｅｃ生成
词向量时还可能存在低频词丢失的情况［５］。

为了快速获得大量且准确的领域词汇，提高领域

词典的构造效率，本文提出了基于领域知识图谱增强

的ＫＧＥＮＥＲ（ＫｎｏｗｌｅｄｇｅＧｒａｐｈＥｎｈａｎｃｅｄＮａｍｅｄＥｎｔｉｔｙ

Ｒｅｃｏｇｎｉｔｉｏｎ）模型组，该模型组充分利用已经构建好的
包含大量专业词汇的领域知识图谱，通过知识图谱嵌

入算法，将图谱快速转化为领域词典，并将词典中多种

粒度的领域词汇作为特征，构建 ＬａｔｔｉｃｅＬＳＴＭ模型来
对单词进行建模。本文利用 ＫＧＥＮＥＲ模型组在中医
药领域任务上进行命名实体识别任务研究，使用

ＴｒａｎｓＥ［６］、ＴｒａｎｓＤ［７］两种不同知识图谱嵌入算法对中
医药知识图谱进行嵌入操作后，生成中医药词典对基

础ＬａｔｔｉｃｅＬＳＴＭ模型进行增强。通过实验结果发现，
与原模型相比，引入领域知识图谱进行增强不仅能更

好地提升实体识别的准确性，还可以有效地缩短构造

词典的时间，提高词典中领域词汇的质量。最后，本文

将算法流程进行抽象，提供了一种解耦式的知识增强

方式，即快速利用不同的领域图谱来构建可“插卡式”

使用、可快速迭代的领域词典对模型进行增强，使本文

算法可以快速迁移至不同领域场景进行应用。

本文主要贡献如下：

（１）提出了一种基于领域知识图谱增强和Ｌａｔｔｉｃｅ
ＬＳＴＭ的命名实体识别模型 ＫＧＥＮＥＲ，该模型在嵌入
层使用知识图谱嵌入算法快速高效地将领域图谱转化

为领域词典，在编码层使用融合多粒度词汇信息的

ＬａｔｔｉｃｅＬＳＴＭ，使模型能更好地利用领域词典中的词汇
特征信息。同时，在中医药数据集上完成实验，验证了

本文模型的有效性。

（２）对比了嵌入层使用 ＴｒａｎｓＥ和 ＴｒａｎｓＤ两种不
同知识图谱嵌入算法对模型效果的影响，验证了具有

更高图表征能力的嵌入算法对模型具有一定提升

效果。

（３）提出了基于领域图谱增强的算法流程，使本
文方法可被快速迁移至其他领域使用。

１　相关工作

传统的命名实体识别技术发展经历了四个阶段：

规则阶段、序列标注阶段、深度学习阶段和基于预训练

模型的阶段［８］。早期的规则阶段是设计一定的规则模

板和词槽等方式，当遇到触发词后，自动将设定位置的

实体切分出来，不同的触发词用来捕捉不同实体类型。

如：在出现“邮箱：”触发词后，很容易将之后的邮箱实

体抽取出来。随着文本信息的复杂程度提高，规则难

以灵活适配更多的文本，研究者提出将实体识别任务

转化为序列标注任务，从而使实体抽取更加灵活，不

局限于固定的模板。例如：将“张三回家了”转换为

序列标注“ＢＰＥＲ，ＩＰＥＲ，Ｏ，Ｏ，Ｏ”。其中“ＢＰＥＲ”与
“ＩＰＥＲ”表示人名，“Ｏ”表示其他。如此对于任何长度
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的复杂文本，都可以将其转化为标准的序列预测任务，

并使用统计学习的方式，进行模型训练、预测。近几

年，更多命名实体任务采用了深度学习的方法，使用卷

积或循环神经网络作为编码器，提高了模型的特征捕

获能力。尤其是在 Ｇｏｏｇｌｅ提出 Ｔｒａｎｓｆｏｒｍｅｒ模型［９］之

后，大规模预训练模型纷纷出现，ＢＥＲＴ［１０］和 ＥＲＮ
ＩＥ［１１］等在大规模语料上训练出的模型代替传统神经
网络作为实体识别任务的编码器后，通用领域的实体

预测效果得到了巨大提升。但研究者很快意识到面向

中文文档的专业领域命名实体识别与通用领域有着一

定差异，英文中往往一个单词便可以划分为一个实体

类型，而中文中经常会出现一个词语或多个字才能组

成一个实体，而领域内的实体在中文实体的基础上还

拥有更多复杂的词组。因此，更多中文的实体识别技

术主要围绕在如何将中文的字、词汇、知识等信息引入

到现有模型中，通过知识增强的方式，提升实体识别效

果。目前最新的模型如 ＬａｔｔｉｃｅＬＳＴＭ、ＦＬＡＴ［１２］和 ＥＲＮ
ＩＥ３．０等都采用了知识增强的方式。ＬａｔｔｉｃｅＬＳＴＭ与
ＦＬＡＴ模型都采用了构建中文词典的方式，在编码器阶
段把已经训练好的中文词向量融入到神经网络的训练

之中，区别是前者的编码器采用了 ＬＳＴＭ而后者采用
了改进的 Ｔｒａｎｓｆｏｒｍｅｒ编码器。而 ＥＲＮＩＥ３．０作为大
规模预训练模型，它在预训练阶段，融入了大量通用知

识图谱信息，通过 ＴｒａｎｓＥ的知识图谱嵌入方式，把通
用知识图谱中的词汇转化为词向量融入模型，极大提

高了模型效果。

２　模型设计

本文所提出的中医药命名实体识别方法的流程分

为两步。首先，利用知识图谱嵌入算法将已构建好的

中医药领域知识图谱转化为一个中医药领域词典。然

后，结合领域词典中潜在的多种词汇信息作为特征，构

建基于词汇增强的ＬａｔｔｉｃｅＬＳＴＭ模型进行实体识别。

２．１　整体框架
图１为本文提出的 ＫＧＥＮＥＲ模型框架。本文模

型总共由三部分组成，分别为嵌入层的知识图谱嵌入

模块、编码层的 ＬａｔｔｉｃｅＬＳＴＭ模块和解码层的 ＣＲＦ模
块。首先采用预训练好的字向量和经过知识图谱嵌入

算法训练好的词向量作为 Ｅｍｂｅｄｄｉｎｇ输入；然后经过
ＬａｔｔｉｃｅＬＳＴＭ进行编码，编码过程中会将嵌入层中得
到的领域词汇作为特征进行输入；最后使用能捕捉标

签间关系依赖的ＣＲＦ模块进行解码，将隐含层的输出
解码为出现概率最大的标记序列，得到最终的实体序

列结果。

图１　ＫＧＥＮＥＲ模型框架

２．２　嵌入层：知识图谱嵌入算法
嵌入层主要是将输入的字、词进行向量映射，将离

散字符映射为分布式表示。本文除了采用已经预训练

的字向量外，最重要的是采用知识图谱嵌入算法对已

构建的领域图谱进行向量化映射［１３］。

传统知识图谱一般使用三元组（ｈ，ｒ，ｔ）进行表示，
其中ｈ表示头实体，ｔ表示尾实体，ｒ表示关系。例如
在三元组（阴虚，症状，血分有热）中，阴虚为头实体，

血分有热为尾实体，关系为症状，即阴虚的症状为血分

有热。为了知识图谱能在更多任务中，如预测、推理

等，具有更强的可表达性与可扩展性，研究人员提出了

知识图谱嵌入算法。此类算法将大量符号化的知识三

元组映射到低维稠密的向量空间，同时保留数据中的

结构信息，便于实体与关系之间的计算［１４］。在得到的

向量空间中，可以通过计算实体或关系之间的距离，进

而推理出实体或关系的语义相似度。

本文采用经典的知识图谱嵌入算法 ＴｒａｎｓＥ模型
以及在此基础上进行改进的 ＴｒａｎｓＤ模型对领域图谱
进行映射。

ＴｒａｎｓＥ算法属于翻译模型，其主要思想是将实体
和关系映射为同一空间的向量，对于一个三元组的向

量表示（ｈ，ｒ，ｔ），模型将其中的关系ｒ视为头结点ｈ到
尾节点ｔ的平移向量，即在向量空间中，头实体向量 ｈ
加上关系向量ｒ应该等于尾实体向量ｔ。在ＴｒａｎｓＥ中，
ｈ＋ｒ与ｔ的关系表示近似等价于向量相似度，采用计
算欧氏距离的方式进行相似度计算，其得分函数为：

ｆ（ｈ，ｒ，ｔ）＝ ｈ＋ｒ－ｔＬ１／Ｌ２ （１）
对于正样本三元组，ｈ＋ｒ≈ｔ，故得分函数值越小

对正样本三元组越有利；对于负样本三元组，ｈ＋ｒ≠ｔ，
故得分函数值越大对负样本三元组越有利。在模型训

练过程中，不断更新参数，使 ｈ＋ｒ－ｔ的距离尽可能
小。模型的损失函数为：
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Ｌ＝ ∑
（ｈ，ｒ，ｔ）∈Ｓ

∑
（ｈ′，ｒ′，ｔ′）∈Ｓ′

［γ＋ｆ（ｈ，ｒ，ｔ）－ｆ（ｈ′，ｒ′，ｔ′）］＋

（２）
式中：Ｓ为正样本集合；Ｓ′为负样本集合，负样本是通
过大量随机替换正确三元组的头实体或尾实体产生；

［ｘ］＋表示函数值大于零时取值不变，小于零时则取
零；γ为正样本与负样本之间的间隔修正，值需要满足
大于零的条件，一般设置为１，γ值越大对向量的修正
越严格。模型目标为正确则三元组之间距离变小，错

误三元组距离变大。最终通过不断训练，更新参数，获

得知识图谱中每个实体与关系的向量化表示。

尽管ＴｒａｎｓＥ可以简单高效地自动捕捉推理特征，
完成多种链接预测任务［１５］，但它在知识图谱中存在的

一对多、多对多等关系上，仍存在表达能力不足的

问题。

ＴｒａｎｓＤ算法在ＴｒａｎｓＥ的基础上进行设计，构造了
映射矩阵。算法的主要思想是利用两个向量来表示符

号对象（实体与关系），第一个表示一个实体（关系）的

含义，另一个则动态构造映射矩阵。如此通过动态变

化矩阵的方式，灵活地将实体表示投影到关系向量空

间，表达了关系的多样性。其映射关系如图２所示。

图２　ＴｒａｎｓＤ映射关系

ＴｒａｎｓＤ的映射函数为：
Ｍｒｈ＝ｒｐｈ

Ｔ
ｐ＋Ｉ

ｍ×ｎ （３）

Ｍｒｔ＝ｒｐｔ
Ｔ
ｐ＋Ｉ

ｍ×ｎ （４）
式中：头实体与尾实体利用Ｍｒｈ和Ｍｒｔ两个映射矩阵进

行投影；Ｉｍ×ｎ为单位矩阵；ｈＴｐ和 ｔ
Ｔ
ｐ分别为头实体映射

向量、尾实体映射向量；ｒｐ为关系映射向量，它与两种
实体向量一同决定了映射矩阵。映射后的头、尾实体

向量分别为：

ｈ⊥ ＝Ｍｒｈｈ （５）
ｔ⊥ ＝Ｍｒｔｔ （６）

故ＴｒａｎｓＤ模型的损失函数变为：
ｆｒ（ｈ＋ｔ）＝ ｈ⊥ ＋ｒ－ｔ⊥ （７）

经实验验证，ＴｒａｎｓＤ模型在处理复杂关系的图谱
上有着很好的效果。它利用动态的关系投影矩阵增加

了全局特征的捕捉能力，能更加充分地对知识图谱进

行特征表示，为下游任务提供了更好的支持作用。

本文使用了 ＴｒａｎｓＥ和 ＴｒａｎｓＤ两种嵌入算法进行

实验，将整理好的中医药领域知识图谱通过算法转化

为词向量，构成领域词典，需要注意的是在选择图谱嵌

入维度时需和模型中原有词典中词向量维度保持一

致。最后经由人工筛选后，将领域词典与原有的词典

进行融合，形成最终的词典供编码层使用。

２．３　编码层：ＬａｔｔｉｃｅＬＳＴＭ
ＬＳＴＭ网络［１６］由记忆单元来记录状态信息，通过

输入门、遗忘门和输出门对模型的输入内容、记忆单元

的存储内容以及模型的输出内容进行控制，形成对之

前输入信息的记忆。

本文所使用的ＬａｔｔｉｃｅＬＳＴＭ模型是在基于字符的
ＬＳＴＭＣＲＦ模型的基础上，提出了融合字、词的网格结
构，如图３所示，通过增加词向量信息流，引入潜在的
多粒度词语信息，增强了模型效果。

图３　基于字词融合的Ｌａｔｔｉｃｅ结构

模型的输入由字序列和词序列两部分组成。用

ｃ１，ｃ２，…，ｃｍ表示输入的字符序列；用ｘ
ｃ
ｊ表示输入字序

列中第ｊ个字的字向量。
ｘｃｊ＝ｅ

ｃ（ｃｊ） （８）

式中：ｅｃ表示嵌入层得到的字向量映射表；用 ｃｃｊ表示
字符序列信息流；用 ｗ１，ｗ２，…，ｗｍ表示输入的词序

列；用ｘｗｂ，ｅ表示字序列中以 ｂ为起始位置，ｅ为结束位
置的单词的词向量。

ｘｗｂ，ｅ＝ｅ
ｗ（ｗｄｂ，ｅ） （９）

式中：ｅｗ表示嵌入层得到的词向量映射表，ｗｄｂ，ｅ表示词

典中的单词；用 ｃｗｂ，ｅ表示词序列信息流；用 ｈ
ｃ
ｊ表示

ＬＳＴＭ的输出。
例如，在图３中 ｘｗ１，３表示“何首乌”的词向量；ｃ

ｗ
１，３

表示“何首乌”单词的状态信息，它将作为词特征往字

状态信息ｃｃ３进行融入、增强。
对于字符序列信息流，采用基本 ＬＳＴＭ公式进行

计算：
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ｉｃｊ
ｏｃｊ
ｆｃｊ
ｃ～ｃ












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ｊ

＝

σ
σ
σ











ｔａｎｈ

ｗｃＴ
ｘｃｊ
ｈｃｊ[ ]
－１

＋ｂ







ｃ （１０）

ｃｃｊ＝ｆ
ｃ
ｊ⊙ｃ

ｃ
ｊ－１＋ｉ

ｃ
ｊ⊙ｃ～

ｃ
ｊ （１１）

ｈｃｊ＝ｏ
ｃ
ｊ⊙ｔａｎｈ（ｃ

ｃ
ｊ） （１２）

式中：ｉｃｊ、ｏ
ｃ
ｊ和 ｆ

ｃ
ｊ分别为输入门、输出门和遗忘门；ｗ

ｃＴ

和ｂｃ为模型参数；σ（）代表ｓｉｇｍｏｉｄ函数。
对于词序列信息流，并没有设置输出门。模型本

质上是将词信息作为特征融入字符序列信息流中，使

得字符信息的记忆单元 ｃｃｊ计算时会受到多条路径上
的信息流影响。如图３中 ｃｃ３会受到 ｘ

ｃ
３、ｃ

ｗ
１，３以及上一

个时刻状态ｃｃ２同时影响。而在有多个单词以同一个
字符为结尾时，会将所有ｃｗｂ，ｅ与ｃ

ｃ
ｅ连接起来，使用一个

额外的输入门ｉｃｂ，ｅ来控制 ｃ
ｗ
ｂ，ｅ到 ｃ

ｃ
ｂ，ｅ的信息流。其计算

公式为：

ｉｗｂ，ｅ
ｆｗｂ，ｅ
ｃ～ｗｂ，









ｅ

＝
σ
σ









ｔａｎｈ
ｗｗＴ

ｘｗｂ，ｅ
ｈｃ[ ]
ｂ

＋ｂ







ｗ （１３）

ｃｗｂ，ｅ＝ｆ
ｗ
ｂ，ｅ⊙ｃ

ｃ
ｂ＋ｉ

ｗ
ｂ，ｅ⊙ｃ～

ｗ
ｂ，ｅ （１４）

ｉｃｂ，ｅ＝σｗ
ｌＴ
ｘｃｅ
ｃｗｂ，[ ]
ｅ

＋ｂ







ｌ （１５）

ｃｃｊ ＝ ∑
ｂ∈｛ｂ′ ｗｄｂ′，ｊ∈Ｄ｝

αｃｂ，ｊ⊙ｃ
ｗ
ｂ，ｊ＋α

ｃ
ｊ⊙ｃ～

ｃ
ｊ （１６）

式中：αｃｂ，ｊ和α
ｃ
ｊ是由ｉ

ｃ
ｂ，ｊ和ｉ

ｃ
ｊ归一化而来，故所有的α

ｃ
ｂ，ｊ

的和为１，所有的αｃｊ的和也为１，归一化公式为：

αｃｂ，ｊ＝
ｅｘｐ（ｉｃｂ，ｊ）

ｅｘｐ（ｉｃｊ）＋ ∑
ｂ′∈｛ｂ″ ｗｄｂ″，ｊ∈Ｄ｝

ｅｘｐ（ｉｃｂ′，ｊ）
（１７）

αｃｊ ＝
ｅｘｐ（ｉｃｊ）

ｅｘｐ（ｉｃｊ）＋ ∑
ｂ′∈｛ｂ″ ｗｄｂ″，ｊ∈Ｄ｝

ｅｘｐ（ｉｃｂ′，ｊ）
（１８）

隐含层的输出ｈｃｊ的计算公式为：
ｈｃｊ＝ｏ

ｃ
ｊ⊙ｔａｎｈ（ｃ

ｃ
ｊ） （１９）

式中：ｗｗ、ｂｗ、ｗｌ和ｂｌ为模型参数。

２．４　解码层：ＣＲＦ
编码层在对输入序列编码完成后，得到所有隐含

层的输出信息ｈ１，ｈ２，…，ｈｎ，在对隐含层输出使用ＣＲＦ
后，得到标签序列ｙ＝ｌ１，ｌ２，…，ｌｎ的概率为：

Ｐ（ｙｓ）＝ｅｘｐ
（∑

ｉ
（ｗｌｉＣＲＦｈｉ＋ｂ

（ｌｉ－１，ｌｉ）
ＣＲＦ ））

∑
ｙ′
ｅｘｐ（∑

ｉ
（ｗｌ′ｉＣＲＦｈｉ＋ｂ

（ｌ′ｉ－１，ｌ′ｉ）
ＣＲＦ ））

（２０）

式中：ｙ′表示任意的标签序列；ｗｌ′ｉＣＲＦ是针对于特定 ｌｉ的

参数；ｂ（ｌｉ－１，ｌｉ）ＣＲＦ 是针对于ｌｉ－１到ｌｉ的偏差。
模型采用带有 Ｌ２正则化的句子级别对数似然损

失函数进行训练：

Ｌ＝∑
Ｎ

ｉ＝１
ｌｏｇ（Ｐ（ｙｉ ｓｉ））＋

λ
２ θ

２ （２１）

式中：λ是Ｌ２正则化参数；θ表示整个模型的参数集合。
本文使用维特比解码算法从最终输出的标签序列

中寻找概率最高的路径，得到的结果就是最终所需的

标注序列。

２．５　基于领域图谱增强的算法流程及应用
本文对所提的中医药命名实体识别算法进行抽

象，提出了基于领域图谱增强的算法流程，便于快速迁

移至其他领域使用。算法旨在通过利用额外的领域知

识信息增强多类构建图谱子任务的效果，最终除了得

到任务所需结果外，通过不断的迭代过程，同时可以产

生、完善相关领域的知识图谱。

算法步骤如下：

步骤１　分析需求，确定任务领域，确定任务类型。
步骤２　收集相关领域知识，寻找开源或已构建

完成的相关领域图谱，将收集到的知识人工审核后添

加入图谱之中，进行完善。

步骤３　通过分析已构建好的领域图谱结构，选
择合适的知识图谱嵌入算法，生成领域词典。

步骤４　通过任务类型，选择该任务中具有更好
的融合知识信息的模型，如实体识别领域的 ＦＬＡＴ模
型等。利用模型生成任务结果。同时，任务结果中一

般包含了更新的领域知识信息，对这些信息进行整理、

收集。

步骤５　判断任务效果是否达到要求，或已构建
的领域图谱是否满足使用条件，若否，则将已得到的任

务结果人工审核后，跳转到步骤 ２，持续更新完善图
谱。若符合要求，跳转到步骤６。

步骤６　最终得到任务结果，同时得到符合使用
条件的领域知识图谱。

经过验证，该算法流程在分词、文本分类等领域均

可起到一定增强效果，可被快速迁移至多领域应用。

同时，随着构建图谱的不断完善，所起到的增强效果不

断提升。

３　实　验

３．１　数据集
在中医药命名实体识别任务中，本文实验所用数

据来自于医疗网站上中医药科医生与患者对话数据和
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部分中药说明书以及药品使用指南。通过收集、汇总

相关数据后，由具有中医药学背景的相关人员进行标

注，数据中的实体采用 ＢＩＯ的标注方式。标注后再由
具有临床经验医生进行审核，保证了数据的标注质量。

同时本文所用的中医药领域知识图谱是在专业网站中

收集、整理中医药知识信息后由专业人员构建生成。

本文将数据中的中医药实体标注为五种类型，分别为

临床症状、药品效果、疾病名称、适合人群和药品名称。

不同类型实体的具体数目如表１所示。最后将全部数
据大致按照６∶２∶２的比例划分为训练数据、验证数据
和测试数据。

表１　实体类型及数目

数据 临床症状 药品效果 疾病名称 适合人群 药品名称

训练数据 ２７３５ ２０２６ １１１０ ８４９ ６４８

验证数据 ６９８ ５９２ ３１４ ２０５ １４８

测试数据 ８４０ ４９８ ２４７ ２３１ １２９

３．２　评价指标
本文使用命名实体识别领域的 Ｆ１值来对模型性

能进行评测。Ｆ１值是由标准准确率（Ｐ）、召回率（Ｒ）
计算得出。其计算公式为：

Ｐ＝
ＴＰ

ＴＰ＋ＦＰ
（２２）

Ｒ＝
ＴＰ

ＴＰ＋ＦＮ
（２３）

Ｆ１＝
２×Ｐ×Ｒ
Ｐ＋Ｒ （２４）

式中：ＴＰ为真正例，代表真实数据为正例同时预测值
也为正例，所谓预测值正确是指实体的开始位置、中间

位置和结束位置同时预测正确；ＦＰ为假正例，代表真
实数据为反例同时预测值为正例；ＦＮ为假反例，代表
真实数据为正例同时预测值为反例；Ｐ代表预测正确
的结果占所有预测结果的比例、Ｒ代表预测正确的结
果占所有数据的比例；Ｆ１值结合了两种指标，通常作
为命名实体识别任务的综合测评指标使用。

３．３　实验超参数设置
本文模型的超参数设置如表２所示。

表２　模型超参数设置

参数 值 参数含义

ｃｈａｒｅｍｂｓｉｚｅ ５０ 字符嵌入层维度

ｌａｔｔｉｃｅｅｍｂｓｉｚｅ ５０ ｌａｔｔｉｃｅ嵌入层维度

ｃｈａｒｄｒｏｐｏｕｔ ０．５ 嵌入层丢弃率，防止过拟合

ＬＳＴＭｌａｙｅｒ １ ＬＳＴＭ网络层数

续表２

参数 值 参数含义

ＬＳＴＭｈｉｄｄｅｎ ２００ ＬＳＴＭ隐藏层维度

ｌａｔｔｉｃｅｄｒｏｐｏｕｔ ０．５ ｌａｔｔｉｃｅ层丢弃率，防止过拟合

ｉｎｉｔｌｒ ０．０１５ 模型初始学习率

ｄｅｃａｙｒａｔｅ ０．０５ 学习率衰减速率

ｒｅｇｕｌａｒｉｚａｔｉｏｎ １ｅ８ 正则化参数

本文使用ＳＧＤ（随机梯度下降算法）对模型进行
优化，每轮学习率不断更新，由初始学习率 ｉｎｉｔ＿ｌｒ、学
习率衰减速率 ｄｅｃａｙ＿ｒａｔｅ和训练轮次 ｅｐｏｃｈ三个参数
决定，参数的值在表 ２中已给出。学习率 ｌｒ更新公
式为：

ｌｒ＝ｉｎｉｔ＿ｌｒ×（（１－ｄｅｃａｙｒａｔｅ）×ｅｐｏｃｈ） （２５）
同时本文实验环境均采用 Ｐｙｔｈｏｎ语言，基于

ＰｙＴｏｒｃｈ框架进行搭建。

３．４　结果分析
实验使用本文所提的 ＫＧＥＮＥＲ模型组在中医药

数据集上与主流命名实体识别模型进行了综合对比。

主要从以下几方面进行对比分析：对比分析了通过领

域知识图谱构建的词典与传统词典的区别，以及构建

词典对识别效果的影响；对比了 ＫＧＥＮＥＲ模型组与
传统模型识别结果的 Ｆ１值，验证了本文模型的有效
性；对比分析了通过ＴｒａｎｓＥ算法进行知识图谱嵌入的
ＫＧＴｒａｎｓＥＮＥＲ模 型 与 通 过 ＴｒａｎｓＤ 算 法 嵌 入 的
ＫＧＴｒａｎｓＤＮＥＲ模型的识别效果；最后分析了基于领
域知识图谱构建词典的方式与传统构建方式的构建效

率及人工成本。

基于中医药领域知识图谱转化形成的领域词典与

传统方式形成的字典相比，包含更多高质量的中医药

专业词汇，为提高模型效果提供帮助。例如，在测试集

中有如下句子：“凡阴虚，血分有热，胃火炽盛，肺有痰

热，外感热病者慎服。”其中包含一个疾病名称实体

“阴虚”以及三个症状实体“血分有热”“胃火炽盛”和

“肺有痰热”。传统模型与本文模型的识别结果如表３
所示。

表３　识别结果示例

模型 识别正确实体

ＬａｔｔｉｃｅＬＳＴＭ［１］ 阴虚

ＫＧＴｒａｎｓＤＮＥＲ 阴虚、血分有热、胃火炽盛

通过对比识别结果示例可以发现，本文模型在复

杂领域实体上的识别效果优于传统模型。其原因是：

在构建领域词典时所用到的中医药图谱中包含如下一
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些三元组：（阴虚，病因，不能滋润）、（阴虚，症状，头

晕）、（阴虚，症状，血分有热）、（阴虚，症状，胃火炽盛）

和（阴虚，症状，多梦）等。故由图谱转化而来的领域

词典中包含如下专业词汇：阴虚、不能滋润、头晕、血分

有热、胃火炽盛、多梦等。可以发现领域词典中的词汇

包含了测试集示例中的疾病实体“阴虚”以及部分症

状实体“血分有热”、“胃火炽盛”，故模型可以准确地

识别出复杂的领域实体。而传统词典中不包含数据集

示例中的相关实体词汇，所以很难识别到这些实体。

此外，通过全面对比传统模型与本文模型所生成的词

典可以发现，由领域图谱转化而来的词典对数据集中

实体词汇的覆盖率要高于传统词典，这为后续利用词

汇特征信息增强模型效果做了很好的铺垫，使得本文

模型在领域实体识别的准确率上高于传统模型。同

时，还有一些方法会利用新词发现、关键词提取等算法

来构建领域词典，这些方法可以有效地提高对实体词

汇的覆盖率，但是整体的覆盖率仍低于本文所提方式，

这是因为在领域图谱的构建过程中，本身就会使用到

类似算法来抽取知识信息，再经由专家审核后将信息

添加进图谱之中，故图谱本身就是由各类算法以及人

工参与集成而来的产物，包含更多的知识信息，所以对

于某一领域专业知识的覆盖面较为完全。但是，仍可

以发现，文中示例中的部分症状实体词汇在领域词典

中仍未被包含，导致模型未能识别到症状实体“肺有

痰热”。其原因是所使用的领域图谱具有一定的局限

性与时效性，即本身图谱的构建过程中，不可能包含所

有的领域知识，并且知识具有更新的过程，领域内随时

都有新的知识产生，而这些知识可能未被包含在已构

建好的图谱内，故可以通过不断迭代更新已构建好的

图谱，来增加图谱的覆盖面与时效性。同时，存在的另

一个问题是在一些专业词汇上存在多种近义词表达相

同含义的情况，例如：将测试集中“胃火炽盛”替换为

“胃热炽盛”后，模型存在预测错误的情况。为了解决

类似问题，领域内仍需不断探讨知识定义，统一领域知

识标准，为构建更规范、更高质量的领域图谱做好铺

垫，如此才能更好地促进领域的发展。

本文实验对比了所提基于领域知识图谱增强的

ＬａｔｔｉｃｅＬＳＴＭ模型与传统命名实体识别模型在中医药
数据集上的实验结果。用来对比的传统模型包括基于

字符的 ＣＲＦ、ＢｉＬＳＴＭＣＲＦ和未经过领域图谱增强的
ＬａｔｔｉｃｅＬＳＴＭ模型。对比结果如表４所示，通过对比不
同模型识别结果的 Ｆ１值来验证模型识别的准确率。
其中ＫＧＴｒａｎｓＥＮＥＲ和 ＫＧＴｒａｎｓＤＮＥＲ为本文所提的
基于不同的图谱嵌入方式的实体识别模型。与传统方

法相比，本文算法的 Ｆ１值得到了很大提升，同时与未

经过领域图谱增强的 ＬａｔｔｉｃｅＬＳＴＭ算法相比，Ｆ１值最
高也从０．８８７１提升到０．９１１０。

表４　实验结果对比

模型 Ｆ１

ＣＲＦ［１７］ ０．８３６４

ＢｉＬＳＴＭＣＲＦ［１８］ ０．８６０８

ＬａｔｔｉｃｅＬＳＴＭ［１９］ ０．８８７１

ＫＧＴｒａｎｓＥＮＥＲ ０．９０１７

ＫＧＴｒａｎｓＤＮＥＲ ０．９１１０

通过对实验结果对比分析，由 ＣＲＦ到 ＢｉＬＳＴＭ
ＣＲＦ上Ｆ１值的提升可以验证深度学习在实体识别效
果上的优势；由ＬａｔｔｉｃｅＬＳＴＭ到ＢｉＬＳＴＭ上Ｆ１值的提
升验证了引入多粒度词汇信息能对实体识别模型起到

一定的帮助作用；由 ＬａｔｔｉｃｅＬＳＴＭ到 ＫＧＴｒａｎｓＥＮＥＲ
上Ｆ１值的提升验证了引入领域知识图谱算法的有效
性；最后对比 ＫＧＴｒａｎｓＤＮＥＲ相较于 ＫＧＴｒａｎｓＥＮＥＲ
上Ｆ１值的提升，可以验证更合适的图谱嵌入算法对模
型的识别效果有着更大的提升。

本文实验虽然验证了使用具有更强大图表征能力

的图谱嵌入算法ＴｒａｎｓＤ相较于普通的嵌入算法ＴｒａｎｓＥ
会有更好的结果，Ｆ１值由０．９０１７提升至０．９１１０。但
是，与两种嵌入算法在知识图谱预测任务中 ＴｒａｎｓＤ比
ＴｒａｎｓＥ大幅提升的效果相比，更好的图表征算法在本
文模型中起到的作用并没有特别明显。原因可能有：

在传统知识图谱预测任务中，所得到的嵌入结果直接

应用在任务之上，而本文中所得到的嵌入结果仍需输

入到编码层中使用，效果的提升依赖于模型结构对额

外输入知识信息的利用能力，故探究更加强大的融合

知识信息的模型结构是提升识别效果的一个关键；同

时，ＴｒａｎｓＤ与ＴｒａｎｓＥ相比，增加了投影矩阵，可以更好
地表达复杂关系，而在本文所使用的领域图谱上，由于

知识特性，并未存在大量的复杂关系与同义词组。所

以其算法优势没有得到充分体现，而在其他具有复杂

关系的图谱上，可能具有更好的效果，如金融领域、新

媒体领域。故在使用嵌入算法前，对所用图谱的结构

与特性需进行更好的探索。选择更符合的嵌入算法同

样对提升模型效果起到了关键作用。

本文分析了领域词典构建的流程，相较于利用新

词发现等算法，通过领域知识图谱转化的方式效率更

高。因为本身是通过直接导入图谱进行操作，而不是

人工筛选所发现的新词。知识图谱本身的构建过程已

经消耗了人工成本，故直接利用可以节省一定的时间。

同时在领域词典构建过程无须操作人员了解行业知
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识，直接使用图谱嵌入算法即可。但是因为领域图谱

本身不可能包含所有的领域词汇信息，需要一个更迭

升级的过程。所以通常在构建流程中，可以先以已有

的知识图谱快速生成字典后，同时也使用新词发现等

算法更加快速的更迭升级字典，达到更好的识别效果。

４　结　语

本文在现有的通过构建领域词典对命名实体识别

模型进行增强方式的基础上，针对传统方式构建词典

效率低下、识别准确率不足等问题，提出了基于领域知

识图谱增强和 ＬａｔｔｉｃｅＬＳＴＭ的 ＫＧＥＮＥＲ模型。通过
使用知识图谱嵌入算法，将领域知识图谱快速高效的

转化为领域词典，然后使用 ＬａｔｔｉｃｅＬＳＴＭ模型将词典
中的词汇特征融入到模型之中进行增强，从而在中医

药领域实体识别中取得了更好的效果，降低了构建词

典所花费的时间。同时，还提出了一种基于领域图谱

增强的算法流程，便于快速迁移至其他领域使用。但

是，在整个算法流程中仍存在以下问题：如何设计具有

更好图表征能力的嵌入算法，以及如何设计具有更高

的知识信息利用率的编码器结构。接下来我们会探索

嵌入算法的效果与图谱结构的关系，尝试引入图神经

网络的方式，利用其强大的结构表征能力，来设计嵌入

算法与编码器结构，并应用在本文所提的算法流程

中去。
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