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摘　要　　自动化特征工程是一种无须人为干预且高效的特征工程解决方案，是当前机器学习研究领域的热点
问题之一。为了更好地帮助用户使用自动化特征工程方法构建高质量特征，在特征生成、特征选择、系统实现三

个方面对当前自动化特征工程方法的技术特点以及存在的不足进行总结分析与归纳，并在已有分析的基础上，指

出自动化特征工程的未来研究方向以及面临的问题和挑战。
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０　引　言

近年来，随着机器学习在各个领域的广泛应用，人

们发现通过特征工程生成高质量的特征能够有效提升

机器学习模型的性能［１］。然而，目前特征工程主要通

过数据科学家手动生成并选择高质量特征，这个过程

需要大量的重复迭代，会耗费较多的人力和时间成

本［２］。与此同时，通过特征工程生成高质量的特征还

需要特定业务领域的专业知识，这使得在某个领域内

生成高质量特征的方法很难复用到其他领域［３］。此

外，人工进行特征工程时，能够检索到的特征生成和

特征选择的空间有限［４］，会导致构建的特征集合不

是全局最优的。因此以实现在不同领域的数据上都

能够自动且高效地构建高质量特征集为目标的自动

化特征工程研究成为当前特征工程研究的热点问题

之一［５］。

自动化特征工程是指在有限的计算资源下，基于已

有的特征集合，通过算法自动分析已有特征并构造新的

特征，使得机器学习模型在新特征集合上具有最优的表

现［６］。现有的自动特征工程方法包括：ＦｅａｔｕｒｅＴｏｏｌｓ［７］、
ＡｕｔｏＣｒｏｓｓ［８］、ＡｕｔｏＬｅａｒｎ［９］、Ｃｏｇｎｉｔｏ［１０］、Ｅｘｐｌｏｒｅｋｉｔ［１１］、
ＳＡＦＥ［１２］、ＲＬＦＥ［１３］、ＲＮＮＦＥ［１４］、ＬＦＥ（ＬｅａｒｎｉｎｇＦｅａｔｕｒｅ
Ｅｎｇｉｎｅｅｒｉｎｇ）［１５］、ＣＮＮ［１６］和 Ａｕｔｏｅｎｃｏｄｅｒ［１７］等。这些方
法采用了不同的特征生成、特征选择和系统实现方案。

为了分析这些方法的优缺点，以便用户使用自动化特

征工程方法生成最优的特征，本文对现有的自动化特

征工程方法进行系统的分析，总结现有方法的技术特
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点，分析存在的不足，并指出自动化特征工程未来研究

存在的问题和挑战。

１　自动化特征工程基本概念

自动化特征工程主要是基于已有特征集合，通过

特征生成和特征选择自动构建一组新的特征集合，使

得特定的机器学习算法性能在新特征集合上达到

最优。

１．１　问题定义
常见的机器学习任务由三部分组成：（１）数据集

Ｄ＝［Ｘ；Ｙ］，Ｘ为特征集合，Ｙ为标签集；（２）机器学习
模型算法 Ａ；（３）模型性能的评估函数 Ｌ和得分
ｆｓｃｏｒｅ

［１８］。Ｘ＝｛ｆ１，ｆ２，…，ｆｎ｝，表明 Ｘ由 ｎ个特征组成。
自动特征工程是在有限的计算资源下，以现有特征集

合Ｘ为基础通过特征生成和特征选择自动构建一组
新的特征集合 Ｘ′＝｛ｆ′１，ｆ′２，…，ｆ′ｍ｝，用于使算法 Ａ的
性能评估得分ｆｓｃｏｒｅ＝ｍａｘ（Ｌ（Ａ，Ｘ′，Ｙ））比算法Ａ在原特
征集合Ｘ上的性能评估得分ｆｓｃｏｒｅ＝ｍａｘ（Ｌ（Ａ，Ｘ，Ｙ））高，
且达到最高。

１．２　特征生成
特征生成是特征工程中最重要的一个功能，用于

根据原始特征生成新的特征，如式（１）所示。
ｆ′＝Ｆ（ｆ） （１）

式中：ｆ为原始特征，ｆ′为生成的新特征，Ｆ为生成新特
征的方法。生成的特征可分为三类：（１）能够提升模
型性能且不冗余的特征；（２）冗余特征；（３）无法提升
模型性能的特征。以下将第一类称为有效特征，将第

三类称为无效特征［１９］。

目前常用的特征生成方法主要包括基于函数映射

的方法［１１］、基于交叉运算的方法［８］、ＤＦＳ（ＤｅｅｐＦｅａｔｕｒｅ
Ｓｙｎｔｈｅｓｉｓ）［７］方法、基于特征相关性的方法［９］、基于

ＣＮＮ的方法［１６］、基于Ａｕｔｏｅｎｃｏｄｅｒ的方法［１７］。

１．２．１　基于函数映射的方法
基于函数映射的特征生成方法是指将原始特征通

过函数映射到新的维度上进而生成新的特征。常用的

函数有一元函数［１１］（如取平方、开方等）、二元函数［１５］

（如求和、差、积、商、经纬度距离等）、多元函数［２０］（如

主成分分析ＰＣＡ、独立成分分析ＩＣＡ、奇异值分解方法
和神经网络压缩算法等）。

１．２．２　基于交叉运算的方法
基于交叉运算的特征生成方法是指通过对两个及

以上特征进行交叉运算进而生成新的特征的方法［２１］。

例如，对类别特征的所有值进行交叉相乘。如特

征Ａ有两个类别｛Ａ１，Ａ２｝，特征 Ｂ有两个类别｛Ｂ１，
Ｂ２｝，Ａ和 Ｂ之间进行交叉运算，新生成的特征为
｛（Ａ１，Ｂ１），（Ａ１，Ｂ２），（Ａ２，Ｂ１），（Ａ２，Ｂ２）｝。
１．２．３　ＤＦＳ方法

在工业界，数据是存储在多张实体表中的，比如用

户的购物信息是存储在三张相关的表中的，包括用户

画像表、物品信息表和购物流水表。数据科学家进行

特征生成时是将三张实体表的数据进行关联生成新特

征［２２］。该过程可以通过 ＤＦＳ［７］方法自动实现。该方
法基于表与表之间的关联关系生成特征，例如用户实

体表与购物流水实体表的关系为一个用户可以有多个

购物流水记录，基于这个关联关系，ＤＦＳ可以通过多张
实体表生成用户购物流水表中所购物品价格的最大

值、最小值和均值等新特征［２３］。

１．２．４　基于特征相关性的方法

基于特征相关性的特征生成方法［９］是以两个特征

组合为基础，通过计算以其中一个特征的取值来预测

另一个特征的取值［２４］，该预测值与特征真实值的偏差

可作为新生成的特征。

对于不同的类别，特征之间的关系往往是不一样

的［２５］。例如，在信用卡逾期数据中，对月收入与大额

商品购物频次两个特征进行关联分析，在非逾期用户

中，两者呈现正相关关系，但在逾期用户中并不呈现正

相关关系。当以月收入特征预测大额商品购物频次特

征时，非逾期用户有较好的预测效果，预测值相比真实

值偏差较小，反之逾期用户的预测值相比真实值则偏

差较大，因此以月收入特征预测大额商品购物频次的

预测值与真实值的偏差可以作为新生成的特征用于预

测用户信用卡的逾期风险。

１．２．５　基于卷积神经网络的方法
卷积神经网络（ＣＮＮ）是面向图像数据分析的一

种神经网络结构，其通过卷积核（例如 １×１、３×３、
１１×１１等）提取图像的局部细节信息，进而生成特征
子图，并将生成的特征子图作为下一层神经网络的输

入。基于ＣＮＮ的特征生成过程是通过设置“填充”和
“步长”来实现的，并通过池化层来决定是否将生成的

特征输入到下一层。“填充”用于拓展输入图像，增加

卷积核对图像边缘特征的提取能力。“步长”用于设

置卷积核的移动间距，步长设置越小，对局部细节特征

的识别越灵敏。池化层以上一层卷积核生成的特征子

图作为输入，将其看作是不同特征单元的组合（例如，

３×３卷积核可看成９个特征单元的组合），池化层将
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该特征单元组合与选择矩阵作乘积来决定是否使用对

应的特征单元，常用的选择矩阵有取最大值、取平均值

等。如文献［１６］中通过训练 ＣＮＮ网络模型实现了一
种提取青光眼特征的方法。该模型的前５层为 ＣＮＮ
结构，通过模型训练得出前５层的参数，此时该模型将
输入图像转化为生成青光眼局部细节的新特征，实现

了自动生成青光眼特征的功能。又如文献［２６］中训
练了一个２１层的 ＣＮＮ网络用于识别电脑病毒。该
网络将病毒数据建模成灰度图像［２７］，将其输入到

ＣＮＮ网络中，以最后一层全连接层的输出作为病毒
分类器的输入进行训练，进而实现电脑病毒的识别。

完成训练时，ＣＮＮ网络对原始病毒数据生成了大量
的病毒局部特征。此时 ＣＮＮ网络从输入层到全连接
层之间的结构可独立作为一种自动化的特征生成的

方法。

１．２．６　基于自动编码器的方法
自动编码器（Ａｕｔｏｅｎｃｏｄｅｒ）是一种无监督模型，其

结构如图１所示。

图１　Ａｕｔｏｅｎｃｏｄｅｒ结构

输入数据 Ｘ经过编码层（ｅｎｃｏｄｅｒ）对原始数据进
行压缩。编码层的输出为隐藏层ｈ，ｈ同时作为解码层
（ｄｅｃｏｄｅｒ）的输入。解码层对ｈ进行还原，输出结果为
Ｘ′。训练自动编码器使得Ｘ≈Ｘ′，当训练完成时，编码
层将输入数据 Ｘ压缩为 ｈ，ｈ可视为自动编码器对 Ｘ
生成的特征，这种方法类似于通过主成分分析（ＰＣＡ）
实现降维功能。此时的编码层可视为一种特征生成方

法。如文献［１７］中提出了一种基于自动编码器提升
机器学习模型性能的方法。机器学习模型在利用自

动编码器生成的新特征后，模型性能得到了提升。

又如文献［２８］中自动编码器使用步态数据生成性特
征，在使用新特征后，异常步态识别准确率同样得到

了提升。

１．３　特征选择
特征生成阶段会生成大量的特征，包括有效特征、

冗余特征和无效特征。从新生成的特征中选出有效特

征，排除冗余和无效特征的过程称为特征选择。

常用的特征选择方法主要包括：封装型（Ｗｒａｐｐｅｒ）、
过滤型（Ｆｉｌｔｅｒ）、嵌入型（Ｅｍｂｅｄｄｅｄ）、混合型［２９］、基于

梯度的方法［３０］、基于迁移学习［１１］的方法等。

１．３．１　封装、过滤、嵌入、混合型方法
封装型方法［３１］是指以机器学习算法的性能为特

征选择的评价标准，选择那些能够提升算法性能的特

征。这种方法能够有效地选择最优的特征，但算法的

多次训练会消耗大量的计算资源。

过滤型方法是用特定的评估指标来过滤掉评估得

分低的特征的方法。可使用的评估指标有信息熵、信

息增益等。以信息熵为评估指标为例，通过计算每一

个特征的信息熵，过滤掉信息熵相对较小的特征，保留

信息熵较大的特征［３２］。过滤型方法只需要较少的计

算资源就能实现特征选择，但经过选择后的特征对下

游机器学习算法性能的提升不可控。

嵌入型方法是将特征选择与机器学习训练过程相

结合，即在机器学习训练过程中自动进行特征选择。

在原始特征集上该方法首先使用机器学习算法进行训

练，然后计算每个特征的权重系数，根据权重系数从大

到小进行特征选择。特征的权值系数代表了该特征对

于算法的贡献度。例如在决策树模型中，可根据特征

的重要性（Ｆｅａｔｕｒｅｉｍｐｏｒｔａｎｃｅ）进行特征选择。我们可
以基于特征重要性的评估，删除特征重要性得分低的

特征，保留得分高的特征。相对于过滤型法，嵌入型方

法与模型效果相结合，能够有效提升模型的性能。

混合型方法（Ｈｙｂｒｉｄ方法［２９］）是结合封装型和过

滤型的方法。先基于过滤型方法对特征进行筛选，降

低特征的维度，之后使用封装型方法进一步对特征进

行高质量的筛选。该方法相比封装型方法资源损耗较

小，但性能较差。相比过滤型方法性能较优，但资源消

耗较大。

１．３．２　基于梯度的方法
基于梯度的特征选择方法［３０］是使用梯度信息进

行选择特征。该方法将离散的特征选择空间映射到连

续的空间 Ｘｆ上，并在 Ｘｆ上随机选择一个点 ｘｆ（ｘｆ∈
Ｘｆ），ｘｆ的取值即代表了一种特征选择方案，之后计算
该方案对模型性能的提升量 ｙｅ＝Ｆｅ（ｘｆ），其中，Ｆｅ为
文献［３３］提出的一种评估模型性能提升量的函数，通
过求ｙｅ在 ｘｆ上的梯度来寻找 ｘｆ的更新方向，即特征
选择的方向［３４］，进而实现特征选择。通过该方法选择
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的特征，对于下游机器学习算法性能的提升优于过滤

型方法，但需要消耗大量的计算资源。

１．３．３　基于迁移学习的方法
基于迁移学习的方法［１１］是通过之前大量的机器

学习任务提炼出的在不同数据集上能够切实提高模型

性能的特征选择方法，并将其作为先验知识迁移到新

的特征选择任务上，用于在新任务上实现特征选择。

该方法避免了大量且无效的模型训练，能够加速特征

选择过程。

２　自动化特征工程研究进展

现有的自动化特征工程方法通过不同的系统实现

完成了自动化的特征生成和特征选择，本节对现有方

法的系统实现进行分析并归类总结。

现有的自动特征工程的系统实现主要包括九类：只

有特征生成（Ｅｘｐａｎｄ）、先特征生成后特征选择（Ｅｘｐａｎｄ
Ｒｅｄｕｃｅ）、基于层次贪婪搜索（ＨｉｅａｒｃｈｒｉａｌＧｒｅｅｄｙＳｅａｒｃｈ）、
基于迁移学习（ＴｒａｎｓｆｅｒＬｅａｒｎｉｎｇ）、基于元学习（Ｍｅｔａ
ｌｅａｒｎｉｎｇ）［３５］、基于循环神经网络（ＲｅｃｕｒｒｅｎｔＮｅｕｒａｌＮｅｔ
ｗｏｒｋ）、基于强化学习（ＲｅｉｎｆｏｒｃｅｍｅｎｔＬｅａｒｎｉｎｇ）的方法、
面向图像数据的基于卷积神经网络（ＣＮＮ）和基于自
动编码的方法，具体如表１所示。

表１　现有自动化特征工程方法及其系统实现方法

系统实现方法 自动化特征工程方法

只有特征生成 ＦｅａｔｕｒｅＴｏｏｌｓ［７］

先特征生成后特征选择

ＡｕｔｏＣｒｏｓｓ［８］

ＡｕｔｏＬｅａｒｎ［９］

ＳＡＦＥ［１２］

基于层次贪婪搜索 Ｃｏｇｎｉｔｏ［１０］

基于迁移学习 ＥｘｐｌｏｒｅＫｉｔ［１１］

基于元学习 ＬＦＥ［１５］

基于循环神经网络 ＲＮＮＦＥ［１４］

基于强化学习 ＲＬＦＥ［１３］

基于卷积神经网络 ＣＮＮ［２６］

基于自动编码器 Ａｕｔｏｅｎｃｏｄｅｒ［１７］

２．１　只有特征生成
Ｆｅａｔｕｒｅｔｏｏｌｓ［７］是基于 ＤＦＳ的自动化特征工程方

法，可用于多表关联生成特征的场景。Ｆｅａｔｕｒｅｔｏｏｌｓ的
输入包括三部分：（１）描述实体集的数据表；（２）描述
实体集之间关系的关系对，即ＤＦＳ中的前向（Ｆｏｒｗａｒｄ）
和后向（Ｂａｃｋｗａｒｄ）关系；（３）搜索深度。

Ｆｅａｔｕｒｅｔｏｏｌｓ的特征生成过程是利用实体集之间的
关系进行特征生成探索，比如基于用户实体和交易商

品实体的购买关系，可生成“用户历史购物商品的平

均价格”这一特征。当搜索深度达到预设的深度时，

Ｆｅａｔｕｒｅｔｏｏｌｓ停止生成特征。
工业界的数据存储在多张表中，且表与表之间关

系复杂。Ｆｅａｔｕｒｅｔｏｏｌｓ在工业级的数据上生成的特征相
比人工生成的特征效率高出很多。然而，该方法没有

特征选择功能，需要数据科学家额外开发代码进行特

征选择。此外，实际应用场景中存在某些实体间的关系

不满足ＤＦＳ的前向关系和后向关系，此时 Ｆｅａｔｕｒｅｔｏｏｌｓ
无法有效生成特征。

２．２　先特征生成后特征选择
先特征生成后特征选择的自动化特征工程方法包

括ＡｕｔｏＣｒｏｓｓ、ＡｕｔｏＬｅａｒｎ和ＳＡＦＥ。
２．２．１　ＡｕｔｏＣｒｏｓｓ

ＡｕｔｏＣｒｏｓｓ在特征生成阶段采用基于交叉运算的
方法，在特征选择阶段采用封装型的方法。

在基于交叉运算的特征生成过程中，是将两个特

征的取值直接进行组合生成新的特征。然而这种特征

组合方法是无穷的，遍历所有特征组合几乎不可能实

现。因此ＡｕｔｏＣｒｏｓｓ提出了一种基于ＢｅａｍＳｅａｒｃｈ［３６］的
自动化特征生成方法，用于提升交叉特征生成的效率。

ＡｕｔｏＣｒｏｓｓ首先将交叉特征的生成过程转换为特征生
成树［３７］的拓展过程，树的根节点为原始的特征集。树

的每个子节点的特征集由两部分组成：（１）父节点的
特征；（２）父节点中两个备选特征进行交叉运算生成
的新特征。父节点的所有子节点包含了父节点下所有

可能的交叉特征。每一次迭代先遍历当前节点的所有

子节点，并选出性能最优的子节点，之后以该节点作为

下一层特征生成的父节点，继续生成特征。特征生成

后，ＡｕｔｏＣｒｏｓｓ使用封装型方法进行特征选择［３８］。当达

到如下三个条件之一时停止搜索：（１）运行时间达到
预设值；（２）模型的性能达到预设值；（３）生成的特征
数量达到预设值。

ＡｕｔｏＣｒｏｓｓ基于ＢｅａｍＳｅａｒｃｈ的算法避免了遍历所
有可能的交叉特征组合，提升了交叉特征的生成效率。

此外，ＡｕｔｏＣｒｏｓｓ每次迭代只选择最优的子节点进行拓
展，这会导致过早结束其他路径的搜索，可能会错过一

些高质量的特征，使得最终选取的特征集合不是全局

最优的［３９］。

２．２．２　ＡｕｔｏＬｅａｒｎ
ＡｕｔｏＬｅａｒｎ在特征生成阶段采用基于特征相关性

的方法，在特征选择阶段采用过滤型的方法。
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ＡｕｔｏＬｅａｒｎ的搜索过程包括以下几个阶段：（１）数
据预处理，计算每一个特征的信息增益，过滤掉信息增

益较小的特征；（２）计算两个特征之间的相关性，并排
除掉独立的特征，用于减少需要进行回归训练的特征

空间，提高效率；（３）以两个相关的特征作为输入，训
练回归模型，如果两个特征之间存在线性关系则使用

ＲｉｄｇｅＲｅｇｒｅｓｓｉｏｎ（ＲＲ）回归模型，如果存在非线性关系
则使用 ＫｅｒｎｅｌＲｉｄｇｅＲｅｇｒｅｓｓｉｏｎ（ＫＲＲ）回归模型［４０］；

（４）通过回归模型的输出能够生成两个新特征，一个
是回归模型输出的预测值，另一个是输出的预测值与

真实值之间的差；（５）选择其中信息增益较大的新特
征，实现特征选择。在遍历完全部两个特征组合后，停

止特征生成和选择。

ＡｕｔｏＬｅａｒｎ只需生成少量特征，构建的特征集就能
够明显提升模型的性能［９］。但是 ＡｕｔｏＬｅａｒｎ只使用特
征相关性作为特征生成的条件，在大量特征间不存在

相关性时，会降低该方法的有效性［４１］。

２．２．３　ＳＡＦＥ
ＳＡＦＥ［１２］是面向工业场景的自动化特征工程方

法。由于特征组合空间的无限性，穷举搜索往往是无

效的。ＳＡＦＥ为了避免特征组合带来的特征空间的爆
炸，使用ＸＧＢｏｏｓｔ［４２］模型挖掘不同特征组合之间的关
系，并使用信息增益率对生成的特征组合进行排序并

删除信息增益率较低的特征组合，进而缩小特征组合

的搜索空间。ＳＡＦＥ在特征生成阶段包括：（１）使用
ＸＧＢｏｏｓｔ方法在原始的特征集上进行训练，得到构建
好的回归树模型［４３］；（２）按照得到的回归树模型的同
一路径进行特征生成；（３）使用信息增益率对生成的
特征组合进行排序并保留信息增益率较高的特征组

合；（４）将信息增益率高的特征组合和原始特征进行
合并，得到新特征集。

由于得到的新特征集仍然具有较多的特征，ＳＡＦＥ
设计了一种新的信息值计算方法，对新特征集合中的

每一个特征进行评估，删除低预测能力和冗余的特征，

并选择重要的特征构建最优的特征集。ＳＡＦＥ在特征
选择阶段包括：（１）设计一种新的信息值计算方法，用
信息值过滤掉低预测能力的特征；（２）基于皮尔逊相
关系数去除冗余的特征［４４］；（３）对于剩下的特征再用
ＸＧＢｏｏｓｔ模型进行训练，得到每一个特征的平均信息
增益［４５］；（４）将平均信息增益较高的特征组合形成最
优的特征集。ＳＡＦＥ重复迭代上述特征生成和特征选
择过程，在达到训练时间或者占用存储达到阈值时停

止算法搜索。

ＳＡＦＥ在特征生成阶段能够过滤掉低预测能力和

冗余的特征，并在特征选择阶段使用混合型方法进行

筛选，降低了算法的时间复杂度与空间复杂度，使其成

为一种高效的自动特征工程方法。但该方法在特征选

择阶段存在删除掉有效特征的可能，且算法迭代次数

以及树的数量和深度等超参数对生成特征效果的影响

较大［４５］。

２．３　基于层次贪婪搜索
Ｃｏｇｎｉｔｏ［１０］是一种基于层次贪婪搜索的自动化特

征工程方法，该方法将特征生成问题转化成特征生成

树上的节点搜索问题。Ｃｏｇｎｉｔｏ在每一层先使用函数
映射方法进行特征生成，之后使用封装型方法进行特

征选择。

Ｃｏｇｎｉｔｏ将特征工程问题转化成特征生成树上最优
节点的搜索问题。特征生成树构造过程如下：（１）以
原始数据集作为根节点，计算模型在根节点上的性能；

（２）对根节点包含的特征，使用函数映射方法生成新
的特征，作为根节点的子节点；（３）遍历函数集中包含
的所有函数映射方法，应用于根节点，生成根节点的所

有子节点；（４）以此类推，遍历所有层的父节点，生成
子节点，节点代表应用函数映射后的数据集，边代表应

用的映射函数；（５）分别计算每个节点的模型性能（如
准确率），记为节点的一个属性。

然而，将函数集中所有函数映射方法应用于每一

个生成树节点会产生大量的特征，且随着生成树层数

的增加呈指数级增长［４６］。为了解决这一问题，Ｃｏｇｎｉｔｏ
在每一次特征生成之后都会根据节点的性能进行特征

选择，用于减少下一层的特征生成的基数。此外，不同

的机器学习模型适用于不同的数据集［４７］，为了选择最

优的模型和性能，每次特征选择时把所有机器学习模

型都训练一遍将消耗巨大的计算资源。因此 Ｃｏｇｎｉｔｏ
使用了三种方法减少这种资源的消耗：（１）递增分配
数据给模型训练，减少模型训练的计算量；（２）用性能
曲线的切线变化来估计模型最优的性能［４８］，丢弃预估

性能不好的节点，减少运算次数；（３）在特征生成初期
就锁定某个模型，减少需要训练的模型个数。

Ｃｏｇｎｉｔｏ的系统实现支持深度优先、广度优先、先
广度后深度的平衡搜索策略，达到如下条件之一时停

止算法：（１）树节点达到预设节点数量；（２）树的深度
达到预设深度；（３）生成特征数量达到预设值。

Ｃｏｇｎｉｔｏ通过上述递增分配数据与切线评估最优
性能的方法提高了自动特征工程的效率，但每一轮次

的特征选择容易丢弃有价值的特征，可能会导致最终

构建的特征集不是全局最优的。此外，每个节点都需

要进行一次模型训练，会消耗大量的计算资源［４９］。
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２．４　基于迁移学习
ＥｘｐｌｏｒｅＫｉｔ［１１］是一种基于迁移学习［５０］的自动化特

征工程方法，其采用函数映射的方法生成特征，并采用

迁移学习的方法指导特征选择，在系统实现上采用基

于贪婪搜索的方法。

ＥｘｐｌｏｒｅＫｉｔ的执行过程如下：（１）统计原始特征在
多个维度上的表征值，如特征取值个数、特征类型、模

型的ＡＵＣ等指标；（２）以在历史机器学习任务构建的
一个候选特征排序模型作为先验知识，指导后续的特

征选择；（３）对于一组原始数据首先使用函数映射方
法（包括一元、二元和多元函数）生成大量的新特征；

（４）计算新特征的表征值；（５）根据（２）中训练好的
模型对生成的新特征进行排序；（６）筛选排名靠前的
特征进行模型训练，用模型训练的结果选择新生成的

特征，进而构建新特征集；（７）重复迭代上述（３）到
（６）过程，当运行时间达到预设值时算法停止。

ＥｘｐｌｏｒｅＫｉｔ方法可以有效地提升下游机器学习的
性能。但该方法的实现复杂度较高，资源消耗较大。

２．５　基于元学习
ＬＦＥ［１５］是一种基于元学习［１６］的自动特征工程方

法。ＬＦＥ设计了一种基于ＭＬＰ的特征生成方法，其根
据历史机器学习任务学习到的经验，对原始特征推荐

最优的映射函数方法，进而生成有效的新特征，且不需

要进行特征选择。

ＬＦＥ生成新特征的过程如下：（１）将历史机器学
习任务的特征数据使用统一的方法进行表征；（２）基
于历史机器学习任务生成标签，标签代表特定映射函

数生成的特征是否是有效特征；（３）基于（１）中的表
征数据与（２）的标签数据为每个映射函数训练ＭＬＰ模
型；（４）在新的特征工程任务中，ＬＦＥ将特征按（１）中
方法进行表征，并作为（３）中已训练好的 ＭＬＰ模型的
输入，进而依据 ＭＬＰ模型的结果选择有效的映射函
数；（５）基于 ＭＬＰ模型选择的映射函数生成新的
特征。

ＬＦＥ表征特征ｆ的方法如下：
Ｒｆ＝［Ｑ

１
ｆ；Ｑ

２
ｆ；…；Ｑ

ｋ
ｆ］ （２）

式中：Ｑｉｆ代表第ｉ个类别的特征值的表征。
Ｖｋ代表特征ｆ的第 ｋ类标签的取值集合，［ｌｂ，ｕｂ］

为Ｖｋ的取值区间，将该区间划分为 ｒ个互不相交的均
匀区间：

｛ｂ０，ｂ１，…，ｂｒ－１｝
通过式（３）计算每个区间的归一化数值：

Ｉ（ｂｊ）＝
Ｐ（ｂｊ）

∑
０＜ｍ＜ｒ

Ｐ（ｂｍ）
（３）

式中：Ｐ（ｂｊ）代表第 ｊ个区间的特征值个数。最终得
到Ｑｉｆ：

Ｑｉｆ＝［Ｉ（ｂ０），Ｉ（ｂ１），…，Ｉ（ｂｒ－１）］
假设一个ｋ分类问题，将特征ｆ划分为 ｂ个区间，

则Ｒｆ为ｋ×ｂ固定大小的矩阵，ＬＦＥ以 Ｒｆ为输入，训
练每个映射函数的ＭＬＰ分类器，结构如式（４）所示。

　［ｐｔｉｓｕｓｅｆｕｌ（ｆ），ｐｔｉｓｎｏｔｕｓｅｆｕｌ（ｆ）］＝
　　σ２（Ｂ

（２）＋Ｗ（２）（σ１（Ｂ
（１）＋Ｗ（１）Ｒｆ））） （４）

式中：ｐｔ为标签，Ｗ和 Ｂ为模型的权重与偏置系数，σ
为激活函数。

传统的特征选择需要消耗大量的计算资源来进行

模型验证，而 ＬＦＥ直接选择有效的映射函数来生成新
特征，不需要进行特征选择，从而提高了特征工程的效

率。但该方法在 ＭＬＰ训练阶段会消耗较大的计算资
源，且已训练好的ＭＬＰ在一些与历史数据集完全不相
似的新数据上无法生成有效的新特征［１５］，因此ＬＦＥ方
法适用范围有限。

２．６　基于循环神经网络
ＲＮＮＦＥ［１４］是利用 ＲＮＮ结构［５１］实现自动化特征

工程的方法。比起生成最优的特征集，ＲＮＮＦＥ致力于
为每个特征寻找最优的特征生成规则。ＲＮＮＦＥ为每
一个原始特征生成一个独立的ＲＮＮ网络，网络的结构
代表对应的原始特征生成新特征的规则，网络的输出

为新生成的特征［５２］。

对于有ｎ个原始特征的数据集，ＲＮＮＦＥ将生成 ｎ
个独立的ＲＮＮ网络。每个ＲＮＮ网络内部由多个 ｔｉｍｅ
ｓｔｅｐ串联组成，上游 ｔｉｍｅｓｔｅｐ的输出为下游的输入。
每一个ｔｉｍｅｓｔｅｐ对输入特征执行一次函数映射生成新
特征输出，最后一个 ｔｉｍｅｓｔｅｐ的输出即为新生成的特
征。假设ｆ为原始特征，对应的 ＲＮＮ网络由 ｔ个 ｔｉｍｅ
ｓｔｅｐ组成，第ｉ个ｔｉｍｅｓｔｅｐ使用的映射函数记为Ｆｉ，则
该ＲＮＮ网络生成的新特征如式（５）所示。

ｆ^＝Ｆｔ（…Ｆｉ（…Ｆ２（Ｆ１（ｆ））…）…） （５）
ＲＮＮＦＥ并行地为每个特征生成ＲＮＮ结构，生成过

程如下：（１）对原始特征生成第一个 ｔｉｍｅｓｔｅｐ；（２）将
该ＲＮＮ结构的输出作为下游机器学习模型的输入进
行模型训练；（３）基于（２）中训练的模型评估性能的
提升效果；（４）基于（３）的评估结果采用策略梯度的
方法［５３］指导下一个 ｔｉｍｅｓｔｅｐ的生成；（５）重复步骤
（２）到步骤（４）直到遇到终止函数或达到最大的 ｔｉｍｅ
ｓｔｅｐ时停止。

ＲＮＮＦＥ在特征生成阶段采用函数映射的方法，在
特征选择阶段采用嵌入式的方法。ＲＮＮＦＥ设计了一
个特殊的函数ｄｅｌｅｔｅ，用于删除没有提升效果的特征，
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在生成ＲＮＮ结构的过程中起到特征选择的作用。
ＲＮＮＦＥ可以解决特征生成过程中的维度爆炸问

题，提高了特征生成效率，同时可以实现高阶的特征生

成规则。但因其生成方法对特征间的相关性信息感知

较弱，无法生成描述特征相关性的特征，会造成生成的

新特征有部分局限性，致使其适用范围有限。

２．７　基于强化学习
ＲＬＦＥ［１３］将自动特征工程的特征生成空间定义为

有向无环图，图中的每一个节点代表了一组生成特征，

自动特征工程目的为在该图中找到最优的节点，使得

下游的机器学习模型的性能达到最优。

如图２所示，在有向无环图中，Ｄ０为根节点，代表
原始特征集，设Ｄｉ为图２中的第ｉ个节点，代表了其父
节点经特征变换后生成的新特征，ｅｉｊ为连接 Ｄｉ和 Ｄｊ的
边，代表一种映射函数使得特征集 Ｄｉ通过该映射函数
生成了新特征Ｄｊ。基于上述规则，以 Ｄ０为根节点，拓
展出一个有向无环图代表了所有的特征变换。

图２　ＲＬＦＥ的特征生成过程示例［１３］

ＲＬＦＥ从 Ｄ０出发，基于强化学习
［５４］策略探索图

中的节点，每探索一个节点就基于该节点的特征集

执行一次机器学习训练，并评估模型性能，同时以该

性能指导强化学习的下一次探索。ＲＬＦＥ的每一次
探索，实际上是在选择生成新特征的映射函数，并基

于该函数生成新节点，即执行一次特征选择，探索到

最优性能的节点时，该节点的特征集即为最终选择

的特征。

ＲＬＦＥ在探索过程中使用的探索策略是基于强化学
习算法Ｑｌｅａｒｎｉｎｇ［５５］学习的策略。ＲＬＦＥ基于下游机器
学习模型的性能以及执行的步数等设计了 Ｑｌｅａｒｎｉｎｇ
的Ｒｅｗａｒｄ函数，以图当前探索节点为 ｓｔａｔｅ，以可选的
映射函数为ａｃｔｉｏｎ。当探索达到时间限制或达到步数

限制或达到图深度限制［５５］时算法停止，并输出最优节

点的特征集。

ＲＬＦＥ是第一个将强化学习应用到自动特征工程
的问题上，相比非强化学习方法，强化学习策略可以更

高效地生成有效的特征。但是该方法复杂度较高，效

果受图深度等参数影响较大。

２．８　基于卷积神经网络
基于卷积神经网络的方法是利用卷积神经网络的

训练过程进行特征生成和特征选择的方法。卷积神经

网络是面向图像数据的有监督机器学习方法，可将该

网络分成三个依次串联的网络层：（１）输入层；（２）卷
积网络层；（３）输出层［２６］。该网络训练的过程中，卷

积网络层基于输入层的数据以及输出层的反馈调整自

身的参数，不同的参数是对输入数据做不同的特征生

成、变换和选择，因此参数的调整过程即是特征工程的

过程，该过程同时实现特征生成和特征选择。训练完

成时，卷积网络层可独立作为一种特征工程方法应用

到相似的机器学习任务中。

该方法可以有效提取图像局部细节特征，在图像

识别领域取得了较好的效果［１６，２６］。但该结构的网络

层数，每层节点数目对效果影响大，需要多次调整，且

生成的特征可解释性较差。

２．９　基于自动编码器
自动编码器（Ａｕｔｏｅｎｃｏｄｅｒ）是一个无监督的网络

结构，主要包含了编码层（ｅｎｃｏｄｅｒ）和解码层（ｄｅｃｏｄｅｒ）
两个模块。其中编码层在训练过程中完成特征工程。

自动编码器的结构可分成５个依次串联的层：（１）输
入层；（２）编码层；（３）隐藏层ｈ；（４）解码层；（５）输
出层。原始特征从（１）输入自动编码器，经（２）进行压
缩，之后通过（３）传递给（４），经（４）还原后通过（５）输
出，训练过程使（５）的输出尽可能等于（１）的输入。完
成训练时，（２）将原始特征压缩成了新的特征，完成了
特征工程的功能。此时可将（２）独立作为一个特征工
程模块应用于机器学习任务中。

该方法的优点是无需数据标签，可以有效降低原

始数据的特征维度和去除数据噪点，缺点是数据压缩

效果受隐藏层的大小的影响较大，需要多次反复调整，

且生成特征可解释性较差。

３　自动特征工程研究存在的难点

现有的自动特征工程系统使用了不同的特征生成

和特征选择方法，如表２所示。
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表２　自动特征工程系统使用的特征生成与选择方法

自动化特征工程方法 特征生成方法 特征选择方法

ＦｅａｔｕｒｅＴｏｏｌｓ［７］ ＤＦＳ 无

ＡｕｔｏＣｒｏｓｓ［８］ 交叉特征 封装型

ＡｕｔｏＬｅａｒｎ［９］ 特征相似性 过滤型

ＳＡＦＥ［１２］ 函数映射 混合型

Ｃｏｇｎｉｔｏ［１０］ 函数映射 封装型

ＥｘｐｌｏｒｅＫｉｔ［１１］ 函数映射 基于迁移学习的方法

ＬＦＥ［１５］ 函数映射 无

ＲＮＮＦＥ［１４］ 函数映射 嵌入型

ＲＬＦＥ［１３］ 函数映射 嵌入型

ＣＮＮ 卷积核 嵌入型

Ａｕｔｏｅｎｃｏｄｅｒ 编码器 嵌入型

可见现有方法的特征生成方法大部分是基于函数

映射的，然而特征选择方法却没有固定的模式。

表１和表２中所述现有自动化特征工程系统的特
征生成、特征选择和系统实现方案都是为了解决自动

化特征工程存在的难点问题而设计的，我们总结现有

自动化特征工程存在的难点问题如下。

３．１　为了避免特征生成带来的维度爆炸，如何
有效地生成特征

　　由于特征生成空间的无限性，特征生成过程中面
临特征维度爆炸的问题。如交叉特征生成方法，其特

征生成空间复杂度为 Ｏ（２ｄ），其中 ｄ为特征的个数。
当有１００个原始特征时，如果对所有特征生成新的交
叉特征，将生成约１．２６ｅ３０个新特征。类似的问题也出
现在其他特征生成方法上。现有解决该难点的方法

有：（１）设置限制条件，降低特征的生成数量，如 ＤＦＳ
设置搜索深度来阻止复杂关系特征的生成，从而避免

维度爆炸；（２）预先判断有效性，减少无效特征和冗余
特征的生成，如 ＳＡＦＥ中通过预先计算特征的信息增
益率来筛除信息增益率低的特征，避免其参与后续的

特征生成造成维度爆炸；（３）优化特征生成方法，如
ＡｕｔｏＣｒｏｓｓ中使用ＢｅａｍＳｅａｒｃｈ算法来优化特征生成方
法，解决了生成全部的交叉特征导致维度爆炸。

现有方法中并没有给出通用解决方法，因此在实

际应用中仍需要根据不同计算条件和应用场景选择合

适的特征生成方法。

３．２　如何从特征生成的新特征中快速、高效地
选择有效特征

　　特征选择的目的是从特征生成的新特征中筛选有
效特征，排除无效特征和冗余特征。在评估新特征的

有效性时，使用下游机器学习模型的性能来评估是最

优的解决方案，但这种模式却存在着资源消耗过大的

难点问题。过滤型方法虽然解决了资源消耗大的难

点，但筛选有效特征的效果不稳定，使得下游的模型性

能不可控。混合型方法是封装型方法和过滤型方法的

结合，减少了一部分的资源消耗，同时也牺牲了选择有

效特征的一部分稳定性。此外，基于迁移学习的特征

选择方法也是一种有效的解决方案，但仍需要较大的

计算资源进行性能评估。

现有方法中并没有给出兼顾资源消耗和模型性能

的通用方法，因此在实际应用中仍需要根据不同计算

条件和应用场景选择合适的特征选择方法。

３．３　如何结合特征生成和特征选择，设计最优
的结构，实现最优特征集合的构建

　　系统实现设计是通过整合特征生成和特征选择算
法，实现特征工程的自动化。其设计过程存在的难点

是如何结合特征生成和特征选择，设计最优的结构，实

现最优特征集合的构建。现有解决该难点的方法有：

（１）传统的方法，其是将特征生成和特征选择视为两
个独立的事件，先进行特征生成，后进行特征选择，如

ＡｕｔｏＣｒｏｓｓ、ＡｕｔｏＬｅａｒｎ和ＳＡＦＥ的方法均是采用此模式。
但这种模式需要评估生成特征的有效性，会消耗较大

的计算资源。（２）使用不同的搜索策略实现特征生成
和特征选择，如 Ｃｏｇｎｉｔｏ、ＲＮＮＦＥ和 ＲＬＦＥ方法。但这
种模式同样会消耗较大的计算资源。（３）基于历史任
务得到的先验知识指导特征生成和选择的方向，如

ＥｘｐｌｏｒｅＫｉｔ和 ＬＦＥ方法，这种模式能够降低模型运算
次数，提高搜索效率。但此类方法受限于历史任务的

局限性，在一些新的数据上不一定适用。（４）面向图
像数据、将特征生成和特征选择结合在一起的ＣＮＮ和
Ａｕｔｏｅｎｃｏｄｅｒ方法，这两种方法能够有效地进行特征工
程，但其训练过程需要反复迭代，需要消耗大量的计算

资源，此外，通过ＣＮＮ和 Ａｕｔｏｅｎｃｏｄｅｒ生成的特征可解
释性较差。

现有方法采用多种系统实现完成了特征生成和特

征选择，但仍存在着资源消耗较大、特征可解释性差的

问题。因此设计能够进一步降低资源消耗且特征解释

性好的系统是仍待解决的问题。

４　自动化特征工程未来研究方向

４．１　通过并行计算提高特征工程搜索效率
特征生成过程中，大部分新特征的生成过程相互

独立。另外，特征选择过程中，不同特征的有效性判断

相互独立。因此可以使用并行计算的方法提高特征工



　
第１期　　　 刘玉琳，等：面向机器学习的自动化特征工程研究综述 ９　　　　

程的搜索效率。目前，有 ＲＮＮＦＥ在生成 ＲＮＮ结构的
过程中采用了并行化的方法，并行生成不同特征的

ＲＮＮ结构，提高了整体的特征工程效率。因此如何在
特征生成和特征选择过程中通过使用并行化方法提高

特征工程效率是值得研究的一个方向。

４．２　更好地利用迁移学习和元学习进行特征
生成和特征选择

　　迁移学习和元学习可以从历史的机器学习任务中
学习总结经验，指导新任务中的特征生成和特征选择。

如基于迁移学习的 ＥｘｐｌｏｒｅＫｉｔ方法，在特征生成之后
使用迁移学习指导特征选择，能够高效地选择出有效

特征提升下游机器学习模型的性能。此外，基于元学

习的ＬＦＥ方法，从历史机器学习任务中学习生成有效
特征的经验，在新的特征工程任务中指导特征生成，同

样能够高效地生成有效的特征提升下游机器学习模型

的性能。然而当历史机器学习任务与新任务存在差异

时，采用迁移学习和元学习的方法容易过早舍弃生成

有效特征的方法。因此如何从历史机器学习任务中提

取先验知识，将迁移学习和元学习两种方法更好地应

用到特征生成和特征选择上，使其能够在与历史任务

不相似的数据中依然能够得到较好的新特征集，是值

得深入研究的一个方向。

４．３　将特征工程和模型超参数优化结合起来
一起提高性能

　　特征工程的目的是生成有利于提高下游机器学习
模型性能的特征。当前的自动特征工程在评估下游机

器学习模型性能的时候，都是基于 Ｂａｓｅｌｉｎｅ的超参数
进行评估，但该超参数对于任务应用的场景而言未必

是最优的超参数，这将导致生成的特征在 Ｂａｓｅｌｉｎｅ的
超参数下不是最优的特征。因此将特征工程和模型超

参数优化结合，一起提高机器学习模型性能是值得研

究的一个方向。

４．４　增加Ａｕｔｏｅｎｃｏｄｅｒ和ＣＮＮ网络生成特征
的可解释性

　　在神经网络的实际应用过程中，如果生成的图像
特征可以提高模型的效果则表明该特征是一个有效的

特征，但并不代表该特征是有意义的，能被最终使用。

比如有一组狼和狗的图像分类任务，假设输入模型训

练的图像中，所有标注为狼的图像都是雪地背景，所有

标注狗的图像都是非雪地背景，在ＣＮＮ和Ａｕｔｏｅｎｃｏｄｅｒ
的特征工程中会生成判断背景是否是雪地的新特征，

该特征可以有效提高分类的准确性，但很明显该特征

并不能应用于实际的狼和狗的分类任务。Ａｕｔｏｅｎｃｏｄｅｒ
和ＣＮＮ网络在一些场景的特征工程具有非常优秀的

效果，但因为神经网络的整个特征工程是一个黑盒，导

致其生成的特征可解释性较差，并不能确定生成的特

征是有意义的，这成为 ＣＮＮ和 Ａｕｔｏｅｎｃｏｄｅｒ实际应用
的一个阻力。因此如何增加 ＣＮＮ和 Ａｕｔｏｅｎｃｏｄｅｒ生成
特征的可解释性是一个值得研究的方向。

５　结　语

本文系统性介绍自动特征工程的研究现状。首先

介绍现有的特征生成和选择方法，然后分类介绍自动

特征工程的研究进展，在此基础上进行归纳总结，指出

自动特征工程面临的难点以及未来的研究方向，为读

者了解和使用自动特征工程提供参考。

展望未来，相信自动化特征工程可以降低机器学

习的使用门槛、缩短机器学习的任务周期，进一步提升

机器学习的产能。
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４０　　　 　　　 计算机应用与软件 ２０２５年

测比社交媒体数据预测更能提前获取时尚趋势。本文

将时尚秀场数据与神经网络相结合，为时尚趋势预测

提供新的思路。实验结果表明，模型在ＦＩＴ和ＧｅｏＳｔｙｌｅ
两个数据集上都表现良好，且展示了单个时尚元素趋

势与谷歌趋势之间的比较案例，为解决时尚趋势预测

提供了简单可行的方案。
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